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RESUMO

A agricultura de precisdo € uma area que cresce exponencialmente, visto que este setor é o
maior contribuinte para o PIB brasileiro. O problema a ser resolvido é a morosidade na
identificacdo de padrdes em analise de solo, sendo necessario uma demanda de diversos atores
no processo da agricultura de precisdo. Este trabalho tem uma aplicacdo préatica utilizando a
Inteligéncia Atrtificial com foco em aprendizagem de maquina com a visdo computacional e
andlise de dados. Um estudo de caso pratico, na area do agronegocio, esta sendo implementado
para resolver problemas na classificacdo de tipos de solos, com base em seus perfis de nutrientes
e a identificacdo de fatores fitopatologicos em plantas. Foi elaborado um workflow para o
entendimento do processo da analise de solo. Os resultados iniciais gerados com a
implementacdo do projeto sdo promissores. Ao utilizar uma base de dados de plantio de solo
contendo 2200 linhas foram gerados oito modelos de aprendizado supervisionado, variando em
uma confianca de resultados de 93% a 99%. Portanto, verificou-se que é possivel identificar a
melhor cultura a ser plantada com os dados de uma analise de solo existente.

Palavras-chave: inteligéncia artificial; aprendizado de maquina; agricultura de precisdo;
gestéo de solo.

ABSTRACT
Precision agriculture is an area that is growing exponentially, as this sector is the largest

contributor to Brazilian GDP. The problem to be resolved is the slowness in identifying patterns
in soil analysis, requiring demand from different actors in the precision agriculture process.
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This work has a practical application using Artificial Intelligence with a focus on machine
learning with computer vision and data analysis. A practical case study, in the area of
agribusiness, is being implemented to solve problems in the classification of soil types, based
on their nutrient profiles and the identification of phytopathological factors in plants. A
workflow was developed to understand the soil analysis process. The initial results generated
with the implementation of the project are promising. When using a soil planning database
containing 2,200 lines, eight supervised learning models were generated, varying in confidence
in results from 93% to 99%. Therefore, it is possible to identify the best crop to be planted with
data from an existing soil analysis.

Keywords: artificial intelligence; machine learning; computer vision; precision agriculture;
soil management.

1 INTRODUCAO

A funcdo da Inteligéncia Artificial (1A) é concentrar-se na capacidade de receber
informacBes do ambiente e tomar decisdes com base nelas. Esses agentes utilizam uma
variedade de técnicas e abordagens para interpretar e tomar decisdes de acordo com o ambiente,
sendo eles, o aprendizado de méaquina (machine learning), tanto supervisionado ou nao
supervisionado (Dwivedi et al., 2021).

O aprendizado de maquina € uma técnica que permite que 0s agentes aprendam a partir
dos dados e melhorem seu desempenho ao longo do tempo. Ele envolve o uso de algoritmos
para identificar padrfes nos dados e fazer previsdes ou tomar decisdes com base nessas
descobertas (Dzulkalnine et al., 2023).

O aprendizado de maquina supervisionado € o mais utilizado e comum na literatura e
acontece quando o sistema recebe uma informacéo como entrada e produz uma saida na forma
de pontuagdes para cada categoria reconhecida. O objetivo € que a categoria desejada tenha a
pontuacdo mais alta entre todas as categorias. O sistema ajusta seus parametros internos,
chamados de pesos, com base entre as pontuacdes de saida e o padrdo desejado. Os dados de
treinamento sdo rotulados e o0 agente é ensinado a fazer previsdes com base nesses rotulos (HUA
etal., 2023).

A Figura 1 apresenta um workflow de um algoritmo de aprendizado supervisionado,
podendo verificar que o algoritmo consiste em treinar o modelo com as determinadas categorias
encontradas, testa-lo e criar um modelo a ser utilizado, podendo ser refinado posteriormente

com outros dados.
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Figura 1 - Aprendizado supervisionado
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A Figura 2 apresenta o aprendizado de maquina ndo supervisionado e envolve o
treinamento de sistemas em conjuntos de dados ndo rotulados, ou seja, dados que ndo possuem
categorias conhecidas. Nesse tipo de aprendizado, o objetivo é encontrar estruturas, padrées ou

grupos nos dados sem a orientacdo de rétulos predefinidos (HUA et al. 2023).

Figura 2 — Aprendizado nédo supervisionado
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A utilizacdo de machine learning em diferentes tipos de aprendizagem é possibilitado
dado a forma de dados padrdo, sendo 0s mais basicos sendo numericos, porém com o0 avango
datecnologia e a agricultura de preciséo, foi necessario fazer analises visuais de diversos setores
do campo, assim dando uma énfase maior para o estudo da visdo computacional (Pandit et al.,
2023).
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O ramo da visdo computacional, é algo que tem suas raizes em 1960 com muitas
documentacdes de estudos realizados, como reconhecimento de caracteres, diagndstico médico,
automacdo (visdo robotica), inteligéncia militar, compressdo de dados e reconhecimento de
fala. Tais pesquisas sdo apontadas e sintetizadas por Fu e Rosenfeld (1976). Através destas
tecnologias também foram criados modelos de identificacdo de padrBes das imagens geradas.

O modelo de dados chamado “Sparse signal representation” é adotado fortemente na
literatura como exemplifica Yang e Liu (2019), com tal modelo é possivel classificar imagens
e modifica-las conforme o objetivo, o autor exemplifica utilizacbes como “face recognition,
Image super-resolution, motion and data segmentation, supervised denoising and inpainting,
background modeling and image classification”.

E possivel utilizar machine learning em diversos dominios por meio da visdo
computacional, porém, nao se resume somente a este tipo de dado. O aprendizado de maquina
pode ser utilizado com dados sobre o solo, tais como, a temperatura do solo, precipitacdo
acumulada entre outras, com o objetivo de fazer predi¢cbes sobre a qualidade do mesmo
(Schwalbert et al., 2020).

Uma das utilizacBes do machine learning para a predicao de qualidade de solo € visto
em Wadoux, Minasny e Mcbratney (2020), os autores exemplificam os dados a serem utilizados
para o aprendizado da maquina, entre eles sdo, imagens de satélite, dados de sensores remotos,
informacdes topograficas, dados climaticos, entre outros especificados no préprio artigo. Os
autores apresentam também uma lista de autores, com base nas variaveis utilizadas e diferentes
tipos de algoritmos, a fim de quantificar a qualidade do solo.

Outra utilizacdo do machine learning na area agricola, é a realizacdo da previsdo de
rendimento de grdos com o auxilio de satélites, mostrado por Pinto et al. (2022). Com o foco
em milho (gréo produzido por 29% da area cultivivel do Brasil), os modelos de aprendizados
de maquina abordados sdo as artificial neural networks (ANN), k-nearest neighbors (KNN),
Random forest (RF) e Support vector machines (SVM).

O objetivo geral é desenvolver um projeto integrado na linguagem Python, que utilize
algoritmos de aprendizado supervisionado, para classificar o melhor plantio de acordo com o
solo, tendo como base seus nutrientes. Utilizando também técnicas de visdo computacional para
identificar doencas em plantas. Através da analise de dados do solo, busca-se otimizar a
utilizacdo de recursos e maximizar o rendimento das colheitas. Simultaneamente, 0 uso de viséo
computacional permite diagndésticos reduzindo a dependéncia de meétodos manuais, permitindo

intervencOes mais eficazes. Este projeto integrado contribui para uma agricultura mais
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sustentavel e produtiva.
2 METODOLOGIA

A Figura 3 apresenta um workflow utilizando o modelo business process management
& notation (BPMN), utilizado para documentar o processo da analise de solo, desde a coleta de
amostras, e seus diversos fluxos de andlise e sintese de resultados. O objetivo do estudo de caso
¢ desenvolver uma solucdo para minimizar o processo arduo e custoso da analise de solo.

Para a coleta dos dados de solo, trés principais atores participam do processo, 0O
agricultor (responsavel pela solicitacdo da analise), o especialista (responsavel por orientar o
agricultor de como realizar a extracdo dos dados e o laboratério (local onde as analises séo
feitas).

As andlises de nutrientes sdo utilizadas para a verificar o manejo de plantio, podendo
ser utilizado uma Inteligéncia Artificial para catalogacdo automatizada. A analise fitopatolégica
é usada para verificacdo dos patogénicos no solo com o objetivo de identificar manualmente
um ator externo, por meio da visdo computacional e inteligéncia artificial é possivel fazer o

reconhecimento deste processo automaticamente.

Figura 3 - Workflow detalhado anélise de solo
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3ESTUDO DE CASO

O estudo de caso permite a realizacdo de andlises que fornecam informagdes para
correcdo ou manutencdo do solo. Isso pode abrir potenciais oportunidades para a venda de
novos produtos, como defensivos agricolas, por exemplo.

A exploragdo de analises mais aprofundadas dos nutrientes presentes no solo, busca
identificar com precisdo a presenca de determinados nutrientes, como o fdsforo, potéssio,
nitrogénio, entre outros. Isso pode contribuir para estratégias de manejo mais eficientes e
produtivas.

Uma das utilizacdes é a verificacdo da melhor cultura a ser plantada com determinado
padrdo de nutrientes de um solo, sendo menos custoso ao agricultor para direcionar qual cultura
combina mais com o respectivo solo, e quais modificacbes seriam necessarias para 0
regulamento do mesmo.

A realizacdo de analises detalhadas do solo, inclui, além de nutrientes, os fungos e
bactérias presentes. Esse tipo de analise permite um melhor entendimento das condic¢Ges do
solo e contribui para realizar estratégias de manejo direcionadas ao controle de doencas e
otimizacdo do crescimento das plantas.

A identificacdo precoce de problemas pode significar uma reducdo significativa nos
custos de tratamento e pode também contribuir para estratégias mais eficazes de controle de
pragas. A Figura 3 apresenta 0s passos para a analise fitopatoldgica. Ao entender os tipos de
feridas e os sintomas associados, os agricultores podem agir rapidamente para mitigar os
problemas, melhorando assim a salde geral das plantas e, consequentemente, a produtividade

agricola.
4 DESENVOLVIMENTO E RESULTADOS

O projeto desenvolvido é um sistema de recomendacédo de cultivos implementado com
0 auxilio da biblioteca em python Django que permite aos usuarios inserir parametros como
temperatura, umidade e nutrientes do solo para prever o cultivo mais adequado. O sistema
utiliza diversos algoritmos de aprendizado de maquina, como Logistic Regression, Random
Forests, Support Vector Machines with RBF kernel, Decision Trees, Gradient Boosting, K-NN
with Euclidean metric, Gaussian Naive Bayes e Linear Discriminant Analysis para fazer as

previsdes (Pedregosa et al., 2011).
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O sistema também oferece funcionalidades para salvar instancias de plantio com seus
parametros e previsdes, permitindo que o0s usuarios carreguem essas informacoes
posteriormente. Além disso, o codigo inclui uma funcdo para treinar os modelos de aprendizado
de maquina e salvar suas acuracias.

O algoritmo foi desenvolvido contendo diversas bibliotecas de aprendizado
supervisionado, utilizando como uma base de dados de plantio fornecido pela base de dados
Kaggle pelo usuario TheEyesChico (2023). A Figura 6 apresenta as matrizes de confusdo, como
exemplifica Gortler et al. (2020) “A matriz de confusédo, ¢ uma visualiza¢ao onipresente para
ajudar as pessoas a avaliar modelos de aprendizado de méaquina, é um layout tabular que
compara rotulos de classes previstos com rotulos de classes reais em todas as instancias de
dados.” Os dados previstos sdo apresentados pelo eixo Y, e os dados corretos na base de dados
0 eixo X, essa relacdo representa as acuracias dos modelos treinados.

Dentre os modelos apesentados na Figura 6, o Logistic Regression obteve uma acuracia
de 93%. O KNeighbors Classifier e o Linear Discriminant Analysis ambos alcangaram uma
acurécia de 97%. O Decision Tree Classifier e 0 SVC alcancaram uma acurécia de 99% e 0s
modelos Gradient Boosting Classifier, Gaussian Naive Bayes e Random Forest Classifier
atingiram a acuracia maxima de aproximadamente 100%. Tais resultados sdo satisfatorios para
os modelos utilizados e apontam uma 6tima oportunidade para aplicagdo em um teste real em

um solo.

Rev. Terra & Cult., Londrina, v. 40, e3068, 2024




ISa

: Cadernos de Ensino e Pesqui

Revista Terra & Cultura

ISSN 2596-2809

Figura 6 - Matrizes de confusédo dos resultados
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A Figura 7 apresenta uma das interfaces graficas do projeto que foi desenvolvido. O
sistema de recomendacdo de solo foi implementado e esta em fase de teste. Ao inserir
informagdes sobre o solo e as condi¢bes climéticas, como niveis de nitrogénio, fosforo,
potassio, temperatura e umidade, é possivel que o usuario faca a consulta dos dados
apresentando a cultura prevista, a confianga do modelo em sua escolha, sua acurécia, fornecida
pela matriz de confusdo, e seu z-score dado que representa qual a discrepancia de valor
especifico em relagdo a média da amostras coletadas.

Figura 7 - Interface grafica do sistema de recomendacéo de plantio

Nome da Instancia Autor.

mango eron

Valores de Entrada

N P K Temperatura C° Umidade pH Chuva Acgoes
20,0 27,0 29,0 31,0 50,0 57 94,0 Remover
Informagao de predigéo
Nome do modelo Predicédo Confianga maxima Acuracia
DecisionTreeClassifier mango 1.0 0.99
GradientBoostingClassifier mango 1.0 10
KNeighborsClassifier mango 1.0 0.97
LinearDiscriminantAnalysis mango 1.0 0.97
LogisticRegression mango 05 0.83
GaussianNB mango 1.0 1.0
RandomForestClassifier mango 1.0 1.0
SVC mango 095 0.99
Parametro N P K Temperatura C° Umidade pH Chuva
Z-score 0.0 0.0 0.0 0.0 0.0 0.1 0.0

6 CONCLUSOES E TRABALHOS FUTUROS

O trabalho catalogou duas areas de pesquisa, sendo elas, a visdo computacional, sistema
que permite o diagnostico automatico de doencas em plantas, e o sistema de recomendacao de
solo. Acelerando processos que atualmente exigem inspe¢do manual, permitindo intervencoes
mais rapidas e eficazes no tratamento de doencas das plantas, economizando tempo e recursos.

A analise dos modelos de aprendizado de maquina mostrou um alto grau de acurécia,
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variando entre 93% e 100%, esses resultados indicam um desempenho robusto e confiavel
dessas abordagens em tarefas de classificacdo, apontando para seu potencial significativo em
aplicacdes futuras.

Portanto, o sistema implementado é satisfatorio, com a possibilidade de um
escalonamento para outras areas abordadas no workflow, como por exemplo, a analise
fitopatoldgica apresentada neste trabalho. Exemplificando como a aplicacdo dessas tecnologias
sdo de suma importancia na agricultura e como o aprendizado de maquina pode ser usado para

contribuir para préaticas agricolas mais sustentaveis e eficientes.
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